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RÉSUMÉ.Dans cet article, nous proposons un système d'extraction de mots clefs dans des docu-
ments manuscrits. Notre approche est basée sur la reconnaissance des lignes de texte à l'aide
d'un modèle HMM capable de rejeter les mots n'appartenant pas à un lexique prédé�ni. A�n
d'être plus discriminant, nous avons remplacé les mélanges de gaussiennes des HMM par un
réseau de neurones profond pour calculer les probabilités a posteriori des observations. Nous
montrons sur la base de documents des compétitions ICDAR 2009 l'intérêt de notre approche
d'extraction d'information par rapport à une stratégie basée sur la reconnaissance intégrale
du document. Les résultats montrent également l'apport de l'architecture profonde par rapport
aux mélanges de gaussiennes.

ABSTRACT.In this paper, we propose a keyword extraction system able to extract keywords in
handwritten documents. The base system rely on a HMM line model made of an Out-Of-
KeyWord Vocabulary model and keywords model. In order to be more discriminant at the local
level (the frame level), the standard gaussian mixture of the HMM are replaced by a deep neu-
ral network (DNN) for computing the observations probabilities. Experimentations are carried
out on an unconstrained handwritten document database used for the 2009 ICDAR handwriting
recognition competitions. The results demonstrate the interest of the keyword extraction system
as opposed to the sequential integration strategy of full text recognition prior to the detection
of keywords. We also show the bene�t from using the deep architecture instead of the gaussian
mixtures.

MOTS-CLÉS :Reconnaissance de l'écriture, keyword spotting, HMM, Modèle hors lexique, archi-
tectures profondes, modèle hybride

KEYWORDS:Of�ine Handwriting Recognition, keyword spotting, HMM, Out-Of-Vocabulary
Model, deep neural network, neuro markovian model



2 Documents Numériques

1. Introduction

Récemment, plusieurs systèmes de détection de mots clés dans des documents
manuscrits non-contraints ont été développés (Caoet al., 2007, Choisy, 2007,
Rodríguez-Serranoet al.,2009b, Paquetet al.,2012, Chatelainet al.,2006, Frinkenet
al., 2012, Fischeret al.,2012). De tels systèmes de détection visent à isoler et recon-
naitre un ensemble réduit de mots clés dans des images de documents. Ces requêtes
peuvent être fournies au système de reconnaissance sous la forme d'image (Rathet
al., 2003, Caoet al.,2007, Adameket al.,2007, Rusiñolet al.,2011), ou bien sous la
forme de texte au format ascii (Choisy, 2007, Rodríguez-Serranoet al.,2009b, Paquet
et al.,2012, Frinkenet al.,2012, S.Thomaset al.,2010). Cette seconde catégorie d'ap-
proches est basée sur un moteur de reconnaissance d'écriture manuscrite classique, et
présente donc des performances limitées. En revanche, elle a l'avantage de ne pas être
limitée à un unique scripteur comme les systèmes basés sur des requêtes images.

Généralement, la segmentation d'un document en mots et la reconnaissance de ces
mots sont effectuées par deux modules distincts de manière séquentielle : segmenta-
tion en mots puis reconnaissance des mots. Dans ces systèmes, les erreurs de segmen-
tation en mots sont souvent irréversibles et la règle de décision permettant d'accepter
ou de rejeter une hypothèse de mot, qui est le cœur de l'approche, est très dépendante
des données et donc dif�cile à concevoir. Dans le cas idéal, la segmentation en mots
et leur reconnaissance doivent être effectuées conjointement.

C'est ce que proposent les auteurs de (Fischeret al.,2010), où un système de dé-
tection de mots clés à base de HMM est appliqué à des documents manuscrits avec un
modèle de ligne intégrant deux modèles de remplissage gauche et droite et le modèle
de mot clé à détecter. Une normalisation et un seuil sont utilisés pour décider si l'im-
age de ligne contient ou non le mot clé en question. Bien que la reconnaissance et la
segmentation soient effectuées conjointement, l'approche est limitée par la recherche
d'un unique mot clé. De plus, les HMM fournissent des bonnes capacités en modéli-
sation de séquences mais restent peu discriminants au niveau local, c'est à dire que
l'estimation de la probabilité d'appartenance d'une trame aux modèles de caractères
peut être améliorée.

En effet, il a été montré sur de nombreuses applications que l'ajout d'un étage
d'apprentissage discriminant au sein d'un modèle HMM pouvait améliorer très sig-
ni�cativement les performances. La capacité de discrimination peut être apportée soit
par un apprentissage discriminant des HMM (Woodlandet al.,2002, Doet al.,2009),
soit en substituant les mélanges de gaussiennes par un classi�eur discriminant tel que
SVM (Ganapathirajuet al., 2000a, Huanget al., 2006) ou réseau de neurones (Bo-
queraet al.,2011, Graveset al.,2009, Marukatatet al.,2001). Dans cet article, nous
proposons de combiner les capacités de modélisation des HMM avec les capacités
de discrimination des architectures profondes pour constituer un système de spotting
par requête ASCII. Ces architectures ont montré qu'elles étaient capables d'appren-
dre automatiquement des caractéristiques à partir des données brutes, par exemple en
reconnaissance de chiffres manuscrits (Ciresanet al., 2011, Niuet al., 2012), en re-
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connaissance de gestes (Leet al.,2011), ou encore en classi�cation audio (Leeet al.,
2009). En particulier, s'agissant d'images, cette nouvelle architecture permet un ap-
prentissage automatique de caractéristiques à partir des pixels de l'image, évitant ainsi
une étape coûteuse et parfois arbitraire de dé�nition de caractéristiques.

Le système générique d'extraction d'information que nous proposons se base sur
deux contributions : premièrement, nous présentons un modèle générique statistique
d'extraction d'information intégrant un lexique de mots clés à base de HMM, capable
de segmenter et de reconnaitre des lignes de texte. Deuxièmement, nous combinons
le pouvoir génératif des HMM avec un réseau de neurones profonds (DNN) entrainé
pour discriminer les con�gurations locales des pixels d'écriture.

Cet article est organisé comme suit. Dans la section 2, le modèle générique de
ligne de texte est présenté. Dans la section 3 la combinaison des DNN et des HMM
est décrite. Ce système est d'abord évalué sur une tâche de reconnaissance de mots
isolés dans la section 4, puis sur une tâche d'extraction d'information sur une base de
courriers entrants francophones (Grosickiet al.,2009) dans la section 5. Les conclu-
sions et nos futurs travaux sont présentés dans la section 6.

2. Un modèle générique de ligne de texte

La conception d'un système d'extraction d'information requiert la modélisation
de l'information pertinente à extraire (mots clés, séquences numériques ...), et de l'in-
formation non pertinente (mots vides, mots hors lexique, bruit par exemple) au sein
d'une ligne. Pour obtenir un modèle probabiliste ef�cace de reconnaissance de l'écri-
ture, toutes les connaissancesa priori doivent être prises en compte dans le modèle
de ligne : modèles de caractères, modèles de langage, proportion d'information per-
tinente dans les documents, etc. D'un point de vue « extraction d'information », une
ligne peut être vue comme une succession de séquences du lexique et d'information
non pertinente séparée par des espaces. Par conséquent, le modèle doit mettre en rela-
tion ces deux types d'information dans une ligne de texte :

– l'information pertinente formée des séquences d'un lexique spéci�que à l'appli-
cation considérée.

– l'information non pertinente formée des séquences hors lexique, de la ponctua-
tion, du bruit représenté par un modèle de remplissage (de l'anglais�ller model).

La �gure 1 représente le modèle de ligne manuscrite. Il prend en compte les deux
types d'informations qui peuvent être rencontrées au sein d'une ligne de texte. D'une
part, le lexique de mots clés est représenté dans la partie haute du schéma. C'est un
modèle parallèle de mots-clés caractérisés par leurs séquences de caractères. D'autre
part, l'information non pertinente est représentée dans la partie inférieure du schéma.
Elle prend en compte n'importe quel mot qui n'appartient pas au lexique (KL pour
Keyword Lexicon), nous noterons ces mots hors lexique OKL (Out of Keyword Lexi-
con). Il s'agit d'un modèle ergodique qui prend en compte n'importe quelle séquence
de caractères alphanumériques, y compris les lettres majuscules et minuscules, les
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Figure 1. Modèle de ligne global

chiffres et les signes de ponctuation. Les mots clés dans KL peuvent apparaitre dans
le texte avec une fréquence plus basse que les mots dans OKL. C'est pourquoi les
deux modèles sont mis en compétition en parallèle et pondérés par le paramètreG
qui représente la proportion d'information pertinente pouvant apparaître dans le texte.
En�n, le modèle de la ligne permet la succession de mots KL ou OKL séparés par des
espaces (SP) jusqu'à la �n de la ligne.

Nous avons choisi de modéliser ces lignes d'écriture par des modèles de Markov
cachés. En effet, les HMM forment un outil probabiliste de référence en ce qui con-
cerne la modélisation de séquences (Rabiner, 1990). Grâce à la méthode d'appren-
tissage ef�cace embarqué de l'algorithme de Baum-Welch, les HMM ont été très
largement utilisés pour la reconnaissance de mots manuscrits (Kessentiniet al.,2010)
ou de phrases (Vinciarelliet al., 2004). Cependant, malgré leur bonnes capacités de
modélisation, les HMM possèdent un faible pouvoir local discriminant. En effet, les
probabilités d'émissionP(ojsk ) des observationso lorsque le modèle est dans un état
sk sont estimées en utilisant des mélanges de gaussiennes (GMM). Les GMM étant
modélisantes, des gaussiennes appartenant à plusieurs états peuvent se chevaucher
dans l'espace des représentations, rendant leur discrimination dif�cile. Par ailleurs,
l'estimation d'un GMM en grande dimension nécessite une grande quantité de don-
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nées. Pour prendre en compte cette dif�culté, on limite généralement la dimension de
l'espace des caractéristiques. Pour surmonter ces limitations, de nombreux travaux ont
proposé de remplacer avec succès les GMM par un classi�cateur discriminant (réseau
de neurones (Bengioet al., 1995, Knerret al., 1998, Marukatatet al., 2001), SVM
(Ganapathirajuet al.,2000b)). Dans cet article, nous proposons de combiner la capac-
ité générative et modélisante des HMM avec la capacité discriminante d'un nouveau
classi�eur de la littérature, à savoir un réseau de neurones profond (DNN).

La mise en place du modèle présenté en �gure 1 nécessite l'apprentissage de deux
types d'informations : les modèles de caractères (cercles noirs) et les probabilités de
transitions (�èches grises et noires). Les probabilités de transitions entre les modèles
à l'intérieur du lexique sont à1. Les probabilités de transition à l'intérieur du modèle
de remplissage sont �xées par un modèle de surface du langage. Ce modèle est appris
sur la base d'apprentissage. Les modèles de caractères hybrides DNN-HMM sont des
modèles HMM gauche-droite dont les probabilités a posteriorip(sk jo) sont estimées
par le DNN. Ils nécessitent une phase d'apprentissage discriminante sur les données
localement étiquetées (au niveau trame) en ce qui concerne le DNN alors que les pro-
babilités de transition entre les états peuvent être apprises comme c'est le cas pour des
HMM classiques, i.e. en utilisant l'algorithme de Baum-Welch. La dif�culté majeure
dans l'apprentissage d'une architecture profonde est de fournir un ensemble de don-
nées d'apprentissage étiquetées au niveau des trames. Nous discuterons ce point dans
la section suivante.

3. Combinaison DNN-HMM

Dans cette section, nous présentons l'architecture générale à base de HMM et d'un
DNN et nous détaillons ensuite le paramétrage et l'apprentissage de la combinaison.

3.1. Modèle général de la ligne

Considérons la séquence d'observationO = f o1; : : : ; ogg extraite d'une ligne de
texteL , quelle que soit la nature de l'information codée (une séquence de vecteurs de
caractéristiques continues, ou tout simplement une séquence d'images en niveau de
gris comme décrit plus loin). NotonsL opt la séquence optimale d'étiquettes formée
de mots du lexique ou de séquences hors lexique, qui est associée àO. Elle peut être
calculée grâce à l'équation 1 :
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L opt = arg max
L

f P(L jO)g [1]

= arg max
L

�
P(OjL )P(L )

P(O)

�
[2]

= arg max
L

f P(OjL )P(L )g [3]

où P(OjL ) est la probabilité d'une séquence d'observationsO étant donnée la
séquence de motsL . Même si la probabilitéP(O) est dif�cile à calculer, elle est con-
stante pour une trame donnée et n'in�uence pas la recherche de la meilleure séquence
d'états. Ce terme est donc supprimé des calculs. Dans l'équation 3 ,P(L ) est la proba-
bilité a priori d'une séquence de mots. Elle permet de pénaliser les séquences de mots
peu probables par l'intermédiaire de modèles de langages au niveau lettre et/ou mots.
Nous avons choisi d'utiliser des bigrammes de caractères, appris sur la base d'appren-
tissage, intégrés au modèle de ligne sous la forme de probabilités de transitions entre
les différents modèles.

L opt est déterminé à l'aide duTime Synchronous Beam Search algorithmintroduit
dans (Moore, 2002). Supposons queL contienneN séquences de caractèresK n ap-
partenant à KL,M séquences de caractèresWm appartenant à OKL, etP espacesSp.
G représentant la proportion d'information pertinente dans le texte,P(OjL ) s'écrit
alors comme suit :

P(OjL ) = GN
NY

n =1

P(On jK n ) � (1� G)M
MY

m =1

P(Om jWm ) �
PY

p=1

P(Op jSp)

[4]

et ainsi :

P(OjL opt ) = max
n;m;p

f P(On jK n ) � P(Om jWm ) � P(Op jSp)g [5]

Notons que l'utilisation d'un classi�eur de type réseau de neurones pour estimer la
vraisemblance des observationsO nécessite un changement d'échelle de ses sorties.
En effet, un réseau de neurones renvoie en sortie des probabilités a posteriori alors que
les HMM doivent être alimentés avec des vraisemblances locales. Par conséquent, le
théorème de Bayes est appliqué pour obtenir des vraisemblances normalisées à partir
des probabiltiés a posteriori. Nous présentons maintenant l'architecture profonde.
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3.2. Architecture profonde discriminante

Récemment, une nouvelle famille de réseaux de neurones a été proposée : les archi-
tectures profondes. Elle se base sur l'idée (ancienne) que l'entrainement d'un réseau
avec de nombreuses couches cachées est un bon moyen de(i) gérer les grandes di-
mensions en entrée, ce qui permet l'utilisation de données d'entrées brutes plutôt que
d'extraire un vecteur de caractéristiques, et(ii) apprendre des frontières de décision
complexes entre les classes. La structure de ces architectures est donc classique (voir
�gure 2), la nouveauté réside dans la procédure d'entrainement des couches cachées
sont entrainées. En effet, en utilisant l'algorithme classique de rétropropagation du
gradient sur de nombreuses couches, l'énergie de l'erreur est trop faible pour appren-
dre convenablement l'ensemble des poids du réseau. Par conséquent, pour l'appren-
tissage d'un réseau de neurones profond avec� couches cachées, un apprentissage en
deux étapes a été proposé (Hintonet al.,2006, Bengioet al.,2007) :

- les � � 1 premières couches cachées sont entrainées de manière non super-
visée en utilisant des auto-associateurs (AA) ou auto-encodeurs1, successivement
verrouillés et empilés de l'entrée jusqu'à la dernière couche. Ces couches sont ap-
peléescouches de modèleet l'estimation des poids d'une couche cachée est quali�ée
de préapprentissage. Une représentation de haut niveau des données peut ainsi être
produite automatiquement à partir des pixels en entrée du réseau. Cette étape peut être
apparentée à un processus automatique de conception d'un vecteur de caractéristiques.

- ensuite, la dernière couche (appeléecouche de décision) est ajoutée au réseau.
Pour son apprentissage, tous les poids des couches du modèle sont déverrouillés et
une rétropropagation classique est effectuée sur l'ensemble du réseau. Cette opération
permet d'apprendre la fonction de décision discriminante et d'af�ner les paramètres
du réseau : il s'agit de l'étape de�ne-tuning.

3.2.1. De�nition d'un réseau profond

Plus formellement, nous dé�nissons un réseau de neurones profond contenant�
couches cachées, où chaque couche calculeH � , � 2 f 1; : : :; � g. La première couche
prend en considération les entrées globales du réseau alors que la dernière renvoie les
sorties sous la forme de probabilités a posterioriH � . Soientf N 1; : : :; N � ; : : :; N � g
les nombres de neurones pour chaque couche. Les couches intermédiaires retournent
H � = f h�

i g, 8� 2 f 1; : : :; � g; i 2 f 1; : : :; N � g , oùh�
i représente la sortie dui ieme

neurone de la couche� . Cette sortie est déterminée à l'aide de l'équation suivante :

h�
i = f �

0

@
N � � 1
X

j =1

�
w�

i;j : h� � 1
j

�
+ b � � 1

i

1

A 8i 2 f 1; : : :; N � g [6]

1. À noter qu'une machine de Boltzman restreinte (RBM) peut également être utilisée, on
parle alors deréseaux de croyance profonde(Hintonet al.,2006)
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Figure 2. gauche :Un MLP classique à une couche cachée et une couche de sortie.
droite : Un réseau de neurones profond avec plusieurs couches de modèles en bleu
(entrainées de manière non supervisée) et une couche de décision en rouge (entrainée
de manière supervisée).

où w�
i;j 2 R sont les poids entre les couches� � 1 et � , b � � 1

i 2 R les biais (un par
neurone), etf � une fonction non-linéaire sur la somme des poids ; typiquement, la
fonction sigmoïde pour les� � 1 premières couches, et la fonction softmax pour la
couche de sortie. Ceci permet de sommer les sorties du réseau à1 et donc d'approx-
imer des probabilités a posteriori. En considérant une entrée �ctiveh� � 1

0 = 1 à chaque
neurone de la couche� , les biais peuvent être intégrés auxw�

i;j , ce qui simpli�e les
notations :

h�
i = f �

0

@
N � � 1
X

j =0

�
w�

i;j : h� � 1
j

�
1

A 8i 2 f 1; : : :; N � g [7]

Le réseau de neurones profond calcule itérativement les sortiesH 1 à H � à l'aide
de l'équation précédente qui peut être réécrite sous la forme matricielle suivante :

H � = f � ( W � : H � � 1 ) 8� 2 f 1; : : :; � g ;

oùW � = f w�
i;j g; � 2 f 1; : : :; � g est la matrice des poids à apprendre.

Notons que les couches de modèle et de décision calculent les mêmes quantités,
elles ne diffèrent que dans la facon dont elles ont été apprises. Nous décrivons main-
tenant les deux principales étapes de la procédure d'apprentissage du DNN.
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3.2.2. Apprentissage d'une couche de modèle

Le formalisme mathématique des auto-associateurs permet d'apprendre de
manière non supervisée des extracteurs de caractéristiques non linéaires. Un auto-
associateur apprend une fonction d'encodagee, qui transforme la donnée d'entrée
x en une représentation cachéee(x), et une fonction de décodaged, permettant de
retrouver la représentation d'entréex̂ = d(e(x)) . L'encodeur et le décodeur sont con-
stituée de neurones classiques, etx̂ est ainsi calculé à l'aide de l'équation de propa-
gation 7. L'estimation̂x est la reconstruction dex à travers la couche considérée. Les
paramètres de l'encodeur et du décodeur sont appris pour minimiser une erreur de re-
construction sur la base d'apprentissage, de manière similaire à l'apprentissage d'un
perceptron multicouche, en utilisant la rétropropagation.

Figure 3. de la gauche vers la droite: un auto-encodeur(e; d) est appris sur les
entréesx. La fonction e caractérisant l'encodeur est empilée pour produire une
représentation cachéeH 1 des données, et la fonctiond n'est pas utilisée. Un nou-
vel auto-encodeur est alors appris sur les unités cachéesH 1 pour apprendreĤ 1. Ce
processus est répété pour obtenir une représentation de haut niveau des données. En-
�n, un dernier étage est ajouté et une rétropropagation permet d'ajuster les poids du
réseau entier (�ne-tuning).

Une fois apprise, la fonction d'encodageeest empilée en tant que nouvelle couche
de modèle dans l'architecture profonde, la fonction décodeurd est oubliée. La nou-
velle couche empilée est ensuite utilisée comme entrée pour l'apprentissage d'un nou-
vel auto-encodeur. Il est possible d'empiler de nombreuses couches (voir �gure 3) en
fonction de la complexité de l'espace d'entrée. En�n, une couche de sortie est ajoutée
après la dernière couche de modèle et un algorithme de rétropropagation est utilisé
pour af�ner tous les poids du réseau complet en fonction de la sortiey désirée (les
étatssk dans le cas de notre combinaison). A�n de maximiser les capacités du réseau,
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tous les paramètres du réseau profond sont dévérouillés pour que la rétropropagation
puisse les atteindre.

3.2.3. Apprentissage de la combinaison DNN-HMM

Le DNN et les HMM doivent être appris pour que les DNN fournissent les
vraisemblances des observations au HMM. L'apprentissage d'une combinaison réseau
de neurones-HMM peut être réalisé à l'aide d'un apprentissage conjoint (Bengioet al.,
1995), ou indépendamment l'un de l'autre. L'apprentissage conjoint af�ne itérative-
ment les paramètres du DNN pendant l'apprentissage embarqué des HMM, à l'image
de l'algorithme EM pour l'apprentissage des GMM. Dans le cas d'un apprentissage
indépendant, les HMM intégrant des GMM sont appris, puis utilisés pour réaliser un
alignement forcé sur la base d'apprentissage. Cela fournit un étiquetage de la base
au niveau trame, permettant l'apprentissage indépendant du réseau de neurones. Dans
ce cas, comme des GMM fournissent des vraisemblances aux HMM, la probabilité
a posteriori donnée par le réseau de neurones doit être redimensionnée en vraisem-
blance en utilisant la règle de Bayes. Nous avons choisi cette deuxième solution pour
des raisons de simplicité d'implémentation. Dans la prochaine section, nous présen-
tons les combinaisons DNN-HMM apprises pour une tâche de reconnaissance de mots
isolés.

4. Experimentations en reconnaissance de mots isolés

A�n de comparer notre approche, plusieurs systèmes ont été appris : un HMM
standard intégrant des GMM, une combinaison hybride MLP-HMM, et en�n la com-
binaison DNN-HMM.

Le jeu de caractéristiques est inspiré de (Al-Hajjet al., 2007), qui a montré son
ef�cacité dans la compétition de reconnaissance de mots manuscrits isolés de la con-
férence ICDAR 2009 (Kessentiniet al., 2010). Il est extrait depuis une fenêtre glis-
sante de8 pixels de largeur, et contient26 caractéristiques basées sur les densités de
pixels d'écriture et les concavités.

4.1. Apprentissage des HMM

Comme déjà évoqué, un apprentissage indépendant des HMM et des réseaux de
neurones a été effectué. Tous les apprentissages ont été réalisés sur une partie de la
base de données Rimes (Grosickiet al., 2009). Nous avons pris en compteNc =
71 caractères : les 26 lettres minuscules, les 26 lettres majuscules, les 10 chiffres,
les caractères accentués les plus présents dans la base (é, è, ê, à) et des signes de
ponctuations (.,', -, /). Les hyperparamètres des HMM ont été �xés expérimentalement
sur une base de validation. Le nombre d'états par modèle de caractère a été �xé à4,
la largeur de la fenêtre glissante à8 pixels et le recouvrement entre deux fenêtres
successives à5.
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4.2. Apprentissage des réseaux de neurones

Les MLP et DNN ont été appris sur les mêmes 26 caractéristiques que pour les
GMM, mais aussi sur un ensemble de caractéristiques contextualisées (jeu constitué
de trois jeux de caractéristiques extraits depuis la trame courante et les trames suivante
et précédente soient3 � 26 = 78 caractéristiques). Un DNN a également été entrainé
directement sur les pixels de la trame (de dimensions54� 8 pixels), soient432valeurs
correspondant à des niveaux de gris, a�n d'évaluer sa capacité à apprendre les carac-
téristiques de haut niveau à partir de données brutes. Les réseaux sont appelés par la
suiteDNN-26, DNN-78etDNN-432, MLP-26 etMLP-78.

Le dimensionnement des DNN n'est pas une tâche aisée à cause d'un certain nom-
bre d'hyperparamètres à �xer en particulier le nombre de couches cachées et le nombre
de neurones par couche cachée. Le nombre de couches cachées a été expérimentale-
ment �xé à 3. Le nombre d'unités cachées pour chaque couche a été �xé pour aug-
menter ou diminuer le nombre d'entrées par rapport au nombre de sorties, comme
indiqué dans le tableau 1. Le nombre de sorties de chaque réseau est le nombre d'états
du HMM.

Réseau entrées (N 0) N 1 N 2 N 3 sorties (N 4)
DNN-26 26 200 225 250 284
DNN-78 78 200 225 250 284
DNN-432 432 400 350 300 284
MLP-26 26 155 ; ; 284
MLP-78 78 181 ; ; 284

Tableau 1.Nombres d'entrées, nombres d'unités cachées dans les couches cachées
hi , et nombre de sorties pour les 3 DNN et les 2 MLP. Le nombre de sorties des
réseaux est égal au nombre d'états des HMM : 4 états* 71 caractères = 284.

A�n d'entrainer les réseaux, une base de données étiquetées au niveau des obser-
vations a été construite en utilisant la base de données de mots isolés en alignant les
observations sur la séquence de lettres à l'aide des HMM.300000observations ont
ainsi été étiquetées. Le sur-apprentissage du réseau a été contrôlé en utilisant une base
de données séparée. Nous présentons maintenant les résultats en reconnaissance de
mots isolés.

4.3. Résultats en reconnaissance de mots isolés

La �gure 4 illustre les résultats en reconnaissance de mots sur la base Rimes mots
isolés avec un lexique à 100 mots. Les résultats sont données pour les combinaisons de
HMM avec chacun de nos réseaux de neurones. On peut noter que les résultats obtenus
avec un réseau de neurones surpassent ceux obtenus avec les classiques GMM, quel
que soit le jeu de caractéristiques pris en entrée et quel que soit le type de réseau. On
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peut également noter que les DNN donnent de meilleurs résultats que les MLP. Ceci
est particulièrement le cas lorsque le DNN est utilisé sur les pixels bruts. Il con�rme la
capacité du DNN à apprendre des caractéristiques de haut niveau à partir de données
brutes et de discriminer ef�cacement les formes.

Figure 4. Taux de reconnaissance pour les HMM seuls et pour les combinaisons
markoviennes avec les 5 types de réseaux.

Nous présentons maintenant les résultats des combinaisons en extraction d'infor-
mation.

5. Résultats en extraction d'information

Dans cette section, la base de données RIMES utilisée pour nos expérimentations
est présentée ainsi que le protocole expérimental que nous avons retenu.

5.1. Base de données

La base de données de RIMES comprend1150 courrier entrants francophones
(voir �gure 5) de différents auteurs (Grosickiet al.,2009).950d'entre eux, contenant
environ36000mots, sont utilisés pour l'apprentissage des modèles de caractères et
des transitions dans le modèle de ligne.200 documents sont répartis entre bases de
test et de validation.

5.2. Prétraitements

Notre modèle de reconnaissance étant orienté « ligne de texte », une étape de seg-
mentation en lignes est nécessaire pour l'appliquer. Des prétraitements sont ensuite
effectués a�n de diminuer la variabilité de l'écriture.




















